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Zastosowanie metod taksonomiczno-sieciowych
W procesie wyznaczania syntetycznego miernika
rozwoju inwestycji

Streszczenie. W artykule przedstawiono nieklasyczng koncepcje wyznaczania syntetycznego
miernika rozwoju jako taksonomicznej miary atrakcyjnosci inwestycji. Konstrukcje syntetyczne-
go miernika rozwoju zaproponowano przy uzyciu sztucznych sieci neuronowych. Celem glownym
artykutu jest przedstawienie mozliwosci predykcji syntetycznego miernika na podstawie sztucz-
nych sieci neuronowych ze wskazaniem na funkcje¢ treningu sieci, btad uczenia sieci itp. parametry.
Konstrukcje klasycznego syntetycznego miernika rozwoju przeprowadzono dla 33 spoétek akcyj-
nych, przyjmujac nastgpujace miary: wskaznik biezacej ptynnosci, wskaznik szybkiej ptynnosci,
wskaznik ogdlnego poziomu zadluzenia, wskaznik zadtuzenia kapitatu wtasnego, wskaznik rota-
cji zapasow, okres sptywu naleznosci, wskaznik rotacji zobowigzan, wskaznik zyskownosci netto,
wskaznik rentownosci aktywow (ROA), wskaznik rentownosci kapitatu wlasnego (ROE), wskaznik
P/E, wskaznik P/BV.

Stowa kluczowe: miernik syntetyczny, sztuczne sieci neuronowe, analiza portfelowa

Wprowadzenie

Kazdy podmiot prowadzacy dziatalno$¢ gospodarcza czy inwestujacy na ryn-
ku kapitatlowym jest narazony na ryzyko, gdyz zardwno przedsigbiorstwo, jak
i indywidualny inwestor nie majg catkowitej pewnos$ci co do wielkosci i okresu
wystgpienia przysztych przeptywow pieni¢znych zwigzanych z podjetymi decy-
zjami. Podmioty te mogg osiagna¢ zyski znacznie wigksze od oczekiwanych lub
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ponies¢ nieoczekiwane straty. Ta niepewnos$¢ odnosnie do przysztych zyskow lub
strat oznacza, ze dziatalno$¢ prowadzona jest w warunkach ryzyka. Stwarza to
z jednej strony szansg, a z drugiej zagrozenia zwigzane z prowadzong dziatalno-
scig. Jednakze inwestor stara si¢ wyeliminowaé ryzyko oraz doktadnie poznac
otoczenie, w ktorym dziata firma, jak rowniez jej sytuacje finansowg. Analiza
wskaznikowa pozwala zorientowac si¢ w sytuacji finansowej firmy, lecz mnogos¢
generowanych przez nig informacji zaciemnia ogdlng ocene spolki na tle innych
spotek notowanych na gietdzie. Rozwigzaniem tego problemu moze by¢ nato-
miast uzupetnienie jej o taksonomiczng miarg atrakcyjnosci inwestycji (TMAI),
ktora poprzez stworzenie syntetycznej miary umozliwia dodatkowo oceng pozycji
spotki na tle konkurencji, co jest punktem wyjscia do podejmowania trafnych
decyzji.

1. Klasyczny algorytm konstrukcji
syntetycznego miernika rozwoju

Syntetyczne mierniki rozwoju sg stosowane przede wszystkim do liniowego
porzadkowania obiektéw wielocechowych ze wzgledu na rozwoj badanego zja-
wiska!. Umozliwiajg zastgpienie opisu przez wiele cech diagnostycznych jedng
agregatowa wielko$cig — zmienng syntetyczng.

Konstrukcje syntetycznego miernika mozna przedstawi¢ w nastepujacych eta-
pach:

1) zbudowanie macierzy X =[x;] i=1,..,n j=1,..,m,zawierajacej obser-
wacje cech diagnostycznych badanych obiektow,

2) normalizacja wartosci zmiennych diagnostycznych (x,), przedstawionych
W postaci stymulant,

3) utworzenie wzorca, czyli obiektu, ktéory ma najkorzystniejsze wartosci

zmiennych diagnostycznych (zo ; = max {z, }), jakie zostaty zaobserwowane w ca-
tym zbiorze danych,

4) wyznaczenie odleglosci kazdego obiektu od wzorca (d),

5) obliczenie odlegtosci kazdego obiektu od wzorca na podstawie formuty:
2.6

Jj=1

1
m

' M. Luniewska, W. Tarczynski, Metody wielowymiarowej analizy poréownawczej na rynku ka-
pitatowym, WN PWN, Warszawa 2006.
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gdzie:
n - liczba obiektow, i=1,..., n,
m — liczba zmiennych, j=1,..., m,
z, — znormalizowana warto$¢ j-tej zmiennej dla i-tego obiektu,
z,; — wzorcowa znormalizowana wartos¢ j-tej zmienne;.

Aby syntetyczny miernik byt unormowany i jego wigksze wartosci wskazy-
watly na wyzszy poziom badanego zjawiska, odlegto$¢ d, przeksztalca si¢ wedtug
nastepujacej formuty:

gdzie:
z, — syntetyczna miara rozwoju dla i-tego obiektu,
d, — odlegltos¢ i-tego obiektu od wzorca (odlegtos¢ Euklidesowa),

d, — norma zapewniajaca przyjmowanie przez z, wartosci z przedziatu od 0 do 1.

Syntetyczny miernik rozwoju im blizszy zeru, tym poziom rozwoju badanego
zjawiska jest w danym obiekcie nizszy. W celu uwzglednienia réznego wptywu
poszczeg6lnych zmiennych diagnostycznych na badane zjawisko, w procedurze
konstrukeji syntetycznego miernika rozwoju wprowadza si¢ wagi.

1.1. Przyklad empiryczny

Konstrukcje¢ syntetycznego miernika rozwoju przeprowadzamy dla 33 spo-
fek akcyjnych. Do konstrukeji syntetycznego miernika rozwoju przyjmujemy
nastgpujace miary: wskaznik biezacej plynnosci, wskaznik szybkiej plynnosci,
wskaznik ogolnego poziomu zadluzenia, wskaznik zadtuzenia kapitatu wtasnego,
wskaznik rotacji zapasow, okres splywu naleznosci, wskaznik rotacji zobowigzan,
wskaznik zyskownosci netto, wskaznik rentownosci aktywow (ROA), wskaznik
rentownosci kapitatlu wlasnego (ROE), wskaznik P/E, wskaznik P/BV. Wybor
wskaznikow byt subiektywny. Wszystkie zebrane dane (tab. 1) przeksztalcono
1 przedstawiono w postaci stymulant.

Wyznaczony wedlug przedstawionego wczesniej algorytmu syntetyczny
miernik rozwoju dla rozpatrywanych spotek przyjmuje warto$ci przedstawione
na rysunku 1.



132

Monika Hadas-Dyduch

Tabela 1. Warto$ci zmiennych diagnostycznych w wybranych do analizy spotkach
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LOTOS 2,40( 1,36] 0,30| 0,43| —56,06 | 36,32 -77,94 | 0,03| 0,01 0,02 0,95 7,48
PGNIG 2,581 2,12 0,31| 0,45 0,00 | 53,69 0,00 | 0,09| 0,01| 0,02 0,43 7,37
PKNORLEN 120] 0,70 0,52| 1,09 57,77 | 4330 | 185,97 | 0,01| 0,00 0,00 1,04| 845
BUDIMEX 1,20 0,93] 0,76 322| —4225| 54,65 | —170,62 | 0,00| 0,00] 0,00 4,98 668,74
ELEKTREX 0,18 0,15 1,51(-2,33| -24,66| 101,18 | —747,67 |-0,58|-0,10| 0,15 -0,46| —0,87
ENERGOPLD 1,L17{ 0,75 0,70| 2,29 -74,99 | 96,81 | -219,01 |-0,05(-0,02|-0,05| 2,34| -8,13
ENERGOPN 2,01| 1,93 0,42| 0,72 -8,22 86,49 | -113,82 | 0,02 0,01| 0,01| 4,70| 71,97
ELKOP 1,01| 1,00| 1,07 |-7,13 -1,22 83,99 | 582,77 | 0,41| 0,09|-0,61(-17,32 0,00
lNSTAIT, 1,76 | 1,18| 0,38 0,68| —-37,74 | 57,46 —65,44 | 0,02| 0,01 0,02| 4,09 0,00
KRAKOW

POLIMEXMS 1,38 1,19| 0,72 2,55 -19,06 | 91,23 | —130,88 | 0,01 0,01| 0,02 10,33 0,00
ECHO 1,S1| 0,94| 0,49| 1,10 562,59 | 59,64 |[-3435,32 | 0,46 0,01| 0,03| 3,93 0,00
ASSECOPOL 1,67 1,60| 0,50 0,99| -13,80 | 97,22 | -279,53 | 0,21| 0,04| 0,09 9,48 0,00
CSS 1,36 1,26| 0,48 | 0,96 -8,40 | 64,35 -86,00 | 0,04| 0,02 0,05| 4,94 0,00
COMARCH 1,771 1,63| 0,44| 0,79 -12,99 | 73,77 | —130,11 | 0,13| 0,05| 0,09 7,25 0,00
COMPUTER- 1,24 1,12 0,56| 1,56| —15,06 83,50 | —139,51 0,04| 0,02| 0,05 2,35 0,00
LAND

COMP 2,221 1,88| 0,46 0,85| 54,57 | 111,45 | -264,21 | 0,20| 0,05| 0,10| 3,96 0,00
OPTIMUS 0,97 0,60| 0,68 2,12| —-40,97| 50,38 | 113,84 [-0,16/-0,10|/-0,30| 5,54 0,00
SIMPLE 2,621 2,59| 0,42 0,73 -1,56 | 55,38 | -179,72 | 0,10 0,04 0,07| 3,38 0,00
MACROLOGIC | 2,01| 1,94| 0,25 0,33 -5,38 46,85 -90,63 | 0,16/ 0,08 0,10| 4,92 0,00
AGORA 2.82| 2,73| 024| 032 -9,77| 58,73 | —193,43 | 0,05 0,01] 0,01| 227| 0,00
ATM GRUPA | 443| 4,01| 0,15 0,18| 27,38 | 101,95 | -70,68 | 0,24] 0,07| 0,09| 10,99| 0,00
INTERIA 281 2,81| 0,24 034| -024| 5732 | -110,63 | 0,07| 0,04 0,06| 9.84| 0,00
MNI 0,86| 0,85 0,51| 1,06 -1,69 | 73,62 | —243,48 | 0,01 0,00{ 0,01 4,93 0,00
MUZA 2,581 1,09 0,29 0,67|-268,01 | 135,95 | —-180,21 [-0,39|-0,08|-0,18| 1,46 0,00
PPWK 2,13 1,73| 0,17 0,21|-4225,50( 99,69 [-11022,75 | 0,24| 0,03| 0,03] 0,93 0,00
TVN 191 1,34| 0,49| 1,08| —-81,26 | 41,16 | 584,75 | 0,32 0,05| 0,10 7,29 0,00
WSiP 428 3,35 0,35| 0,63 |-159,57 29,81 —406,61 [-0,36|-0,04|-0,07| 3,44 0,00
ATMSA 1,84 1,74] 037 0,67] —1121] 127,17 | -135,28 | 037| 0,13| 0,24| 5,53| 0,00
ELEKTRIM 0,94] 0,93] 0,75| 3,04| 438 55924 | 1868,92 |-6,64|-028|-1,13| —1,94| 0,00
HYPERION 931] 931 0,13] 0,15| -0,04| 8244 | —13040 | 0,21| 0,02 0,02 2,93| 0,00
NETIA 1,70 1,69| 0,10( 0,11 0,00 | 67,34 0,00 [-1,78(-0,14{-0,16| 0,82 0,00
TP 0,41( 0,39| 0,45| 0,81 0,00 | 36,05 0,00 | 0,08| 0,01| 0,02 1,79 0,00
TELL 1,49 1,20| 0,55| 1,27| -20,66 | 52,22 -69,33 | 0,03] 0,03| 0,06 5,51 0,00

Zr6dto: opracowanie whasne.
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Rys. 1. Wartosci TMAI w analizowanym okresie dla rozpatrywanych spotek akcyjnych

Zr6dto: opracowanie wlasne.

Syntetyczny miernik rozwoju im blizszy zeru, tym poziom rozwoju badanego
zjawiska jest w danym obiekcie nizszy. Z wykonanych obliczen oraz danych przed-
stawionych na rys. 1 wynika, ze najlepsza ze wzgledu na site fundamentalng jest
spotka PPWK. Z kolei najgorzej w badanym okresie wypadly spotki ELEKTRIM
1 ELEKTREX. Wyznaczone miary TMAI sg syntetyczng oceng faktycznej kondycji
ekonomiczno-finansowej badanych spotek.

2. Konstrukcja syntetycznego miernika
przy uzyciu sztucznych sieci neuronowych

Alternatywnym sposobem konstrukcji syntetycznego miernika TMAI
do przedstawionego w rozdziale pierwszym jest algorytm wykorzystujacy sieci
neuronowe. Aby wygenerowa¢ TMAI poprzez sie¢ neuronowa, nalezy okresli¢
w pierwszej kolejnosci jej strukture, funkcje treningu, funkcje aktywacji oraz
wektor wejéciowy i wyjsciowy sieci.

Do konstrukgji stosujemy sie¢ wielowarstwowa jednokierunkowa, czyli siec,
w ktorej przeptyw sygnatéw wystepuje w jednym kierunku, od wejscia do wyj-
scia. Kazda warstwa tej sieci sktada si¢ z zadanej liczby neuronéw o nieliniowych
funkcjach aktywacji (jakkolwiek funkcje aktywacji w poszczegdlnych warstwach
mogg mie¢ rowniez postac liniowa).

Przyjmujemy sie¢ ztozong z 12 wej$¢ i 1 wyjscia (rys. 2). Wektorem wej-
sciowym sieci beda wartosci wskaznikoéw dla poszczegdlnych spotek, natomiast
wektorem wyjsciowym bedzie wektor TMAL Sie¢ bedzie miata 1 warstwe ukryta
ztozong z 20 neurondw, pobudzong liniowa funkcja aktywacji i 1 warstwe wyj-
$ciowa, ztozong z 1 neuronu, pobudzong réwniez liniowg funkcja aktywacji.

Trening sieci odbywa si¢ metodg gradientowa, algorytmem Broydena—Flrtche-
ra—Goldfarba—Shano z krokiem uczenia wynoszacym 0,05 i1 dopuszczalnym btedem
sieci e 2,
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Rys. 2. Obraz zaprojektowanej sieci

Zr6dto: opracowanie wlasne.

Majac przygotowany zbior danych uczacych i zaprojektowana sie¢ oraz korzysta-
jac z oprogramowania MATLAB, mozemy uruchomic¢ proces uczenia sztucznej sieci
neuronowej, w ktorym zmieniane sa wagi sieci, zgodnie z zadanym algorytmem tak,
aby zminimalizowa¢ blad pomiedzy odpowiedzia sieci a zbiorem uczacym.

W czasie procesu uczenia wyswietlany jest wykres zmian wartosci btedu
w kolejnych krokach iteracji (wykres 1).

Wykres 1. Btad MSE sieci
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Performance is 1.5616e-005, Goal is 1e-012

Zr6dto: opracowanie whasne.

Zatozony maksymalny btad e '? nie zostat osiggniety (wykres 1). Jednak ta sie¢
nie potrafi dopasowac si¢ lepiej niz e°. Nawet gdyby$my pozwolili uczy¢ si¢ sieci
dalej, zwigkszajac liczbe epok, to nie ma ona szans osiagna¢ zatozonego putapu.

Uzyskanie na tym etapie duzej zgodnosci (matego btgdu) pomigdzy war-
to$ciami zbioru uczacego a wartosciami uzyskanymi z sieci daje podstawe do
stwierdzenia, ze sie¢ spelnia nasze wymagania (wykres 2).

Analizujac wykres 2, mozna stwierdzi¢, ze sie¢ dobrze generuje wartosci
syntetycznego miernika dla zadanych danych. Osiaga wyniki podobne do wy-
generowanych na podstawie algorytmu przedstawionego w rozdziale pierwszym
(wykres 2). Sie¢ wygenerowata dane po 206 epokach.
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Wykres 2. Poréwnanie wartosci TMAI wygenerowanej dwoma metodami
1
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Kolejne spotki

Linia czarna — TMALI, linia szara — sie¢ neuronowa

Zr6dto: opracowanie wlasne.

Cho¢ z powyzszych rozwazan mozna wnioskowaé, ze sztuczna sie¢ neurono-
wa jest skutecznym narzedziem do generowania i prognozowania wartosci TMALI,
a zatem do oceny fundamentalnej sity spotek, jednak jak pokazujg ponizsze roz-
wazania ,,wynik”, czyli wektor wyjsciowy sieci, zalezy od wielu parametrow, np.
zastosowanej funkcji aktywacji, liczby neuronéw w poszczegolnych warstwach,
funkcji treningu sieci.

2.1. Zalozony blad a szybkos¢ generowania TMAI

Parametrem pozwalajacym na okreslenie zadanej jakosci dopasowania sieci
(dopuszczalny btad sieci) do danych empirycznych jest $redni blad kwadratowy
(MSE). W niektorych typach sieci stosuje si¢ rowniez inne miary, np.: SSE (Sum
squared error performance function), MAE (Mean absolute error). Po osiagnig-
ciu tej wartos$ci algorytm uczenia sieci zostaje przerwany. Gdy ustalimy go na
zbyt niskim poziomie, sie¢ nauczy si¢ tylko ,troch¢”, gdy na zbyt wysokim —
moze nie osiggnac¢ go nigdy.

Przyjmujac przy zatozonych wczesniej parametrach dopuszczalny blad sieci
e, otrzymujemy wartosci syntetycznego miernika TMAI (wykres 3) wygene-
rowane przez sie¢ neuronowa analogiczne jak przy bledzie e'?, ale otrzymane
zdecydowanie szybciej, bo juz po 94 epokach (wykres 4).

Przyjmujac jeszcze mniejszy dopuszczalny btad sieci neuronowej — e (wy-
kres 6) otrzymujemy na wyj$ciu TMAI wygenerowane przez sie¢ neuronowg po
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Wykres 3. Pordwnanie wynikow przy zadanym bledzie e
1-
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Linia czarna — TMALI, linia szara — sie¢ neuronowa

Zr6dto: opracowanie whasne.

Wykres 4. Btad MSE sieci przy zadanym dopuszczalnym bledzie sieci e

106 4

Uczenie sztucznej sieci neuronowe;j

94 epoki

Performance is 1.5616¢e-005, Goal is 1e-012
Zr6dto: opracowanie wiasne.

86 epokach, przy czym wida¢ znaczne roznice pomigdzy TMAI wygenerowanym
przez sie¢ neuronowg a TMAI wygenerowanym klasycznym algorytmem (wy-
kres 5), przedstawionym w rozdziale drugim. Mozna wnioskowac, ze im wigkszy
zatozymy dopuszczalny blad sieci, tym potrzebny jest dtuzszy czas na wygenero-
wanie wektora wyjsciowego.
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Wykres 5. Poréwnanie wartosci TMAI wygenerowanej dwoma metodami, przy dopuszczalnym
bledzie sieci e*
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Zr6dto: opracowanie wiasne.

Wykres 6. Btad MSE przy dopuszczalnym btedzie sieci e
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Performance is 9.73247¢-005, Goal is 0.0001

Zr6dto: opracowanie wlasne.
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2.2. Funkcja treningu sieci a generowane wartosci TMAI

Dziatanie funkcji stuzacych do treningu sieci sprowadza si¢ w wigkszosci przy-
padkéw do wielokrotnego powtarzania sekwencji ztozonej z wywotania odpowied-
niej funkcji uczenia, modyfikacji wspdtczynnikéw wagowych oraz wywotania funkcji
symulacji sieci w celu obliczenia osigganego przez nig btedu sredniokwadratowego.
Sekwencja taka nosi nazwe cyklu treningowego (ang. training epoch). Argumenta-
mi wejSciowymi funkcji treningowych sa: poczatkowe wartosci wspotczynnikow
wagowych i1 progowych, macierze wektorow wejsciowych oraz (w przypadku sieci
uczonych pod nadzorem) wektorow wejsciowych, a takze opcjonalny wektor parame-
tréw. Dziatanie funkcji konczy sie¢ w momencie osiaggniecia przez sie¢ zadanego btedu
sredniokwadratowego badz w przypadku przekroczenia zadanej liczby cykli trenin-
gowych. Funkcje treningowe zwracaja nowe (wyuczone) warto$ci wspotczynnikow
wagowych oraz wspodtczynnikéw progowych, a takze (opcjonalnie) liczbg przebytych
cykli treningowych i osiggnigty btad sredniokwadratowy sieci.

W powyzszych rozwazaniach jako funkcje trenujaca sie¢ jednokierunkowa
stosowali$my ,,trainbfg”, czyli funkcje¢ realizujaca uczenie sieci metoda wstecznej
propagacji btedu na podstawie algorytmu Broydena—Flrtchera—Goldfarba—Shano,
z wykorzystaniem funkcji ,,Jlearnlm”, otrzymujac zadowalajagce wyniki. Rowniez
dobre wyniki otrzymamy stosujac inng funkcje, np. funkcje ,,trainlm” (wykres 7).

Funkcje ,.trainlm” stosuje si¢ do treningu sieci jednokierunkowej (do 3 warstw)
wedhug algorytmu Levenberga—Marquardta. Funkcja ta realizuje uczenie sieci na
podstawie optymalizacyjnego algorytmu Levenberga-Marquardta, z wykorzysta-
niem funkcji ,,learnlm”. Trening sieci zajmuje znacznie mniej czasu niz w przypadku

Wykres 7. TMAI wygenerowane metoda klasyczna i przez siec¢ z funkcja trenujaca ,,trainlm”
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Zr6dto: opracowanie wihasne.
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Wykres 8. Blad sieci MSE dla funkcji trenujacej — ,,trainlm”

Uczenie sztucznej sieci neuronowe;j

10 epok
Performance is 1.5616¢e-005, Goal is 1e-012

Zr6dto: opracowanie wlasne.

klasycznego algorytmu najwiekszego spadku, jednak znacznie rosng wymagania co do
wykorzystywanej pamieci operacyjnej (wigksza jest ztozono$¢ obliczeniowa zadania).

W przypadku zastosowania algorytmu Levenberga—Marquardta sie¢ neu-
ronowa bardzo szybko wygenerowata wektor wyjsciowy — juz po 10 epokach
(wykres 8). Stosujac algorytm Broydena—Flrtchera—Goldfarba—Shano z funkcja
Htaringbfg”, sie¢ neuronowa wygenerowata wynik po 206 epokach (wykres 1).
W obu przypadkach zadany i generowany przez sie¢ blad byt taki sam.

Mozna wnioskowacé, ze funkcja ,.trainlm” lepiej nadaje si¢ do rozwazanego
zagadnienia niz funkcja ,,taringbfg”, tym bardziej ze przy zalozonym dopuszczal-
nym bledzie sieci e sie¢ z funkcja trenujgcg ,.trainlm” generuje wynik juz po
3 epokach (wykres 9), a dopasowanie zbioru uczgcego do testowego jest identycz-
ne jak przy zadanym dopuszczalnym bledzie e 2.

Wykres 9. Btad MSE (funkcja trenujaca ,.trainlm”, zadany dopuszczalny blad e'?)
10°
10¢
1024

10°

Training-Blue Goal-Black

1024

10+

0 0.5 1 1.5 2 25 3
94 epoki
Performance is 1.56161¢e-005, Goal is 0.0001

Zr6dto: opracowanie wlasne.
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Zakonczenie

Sztuczne sieci neuronowe dzigki swoim zaletom znajduja zastosowanie w wie-
lu dziedzinach nauki. W stosunkowo niedtugim czasie powstato wiele neuronowych
modeli, ktore sprawdzity si¢ w badaniu réznorodnych zjawisk, m.in. w prognozo-
waniu stanu finansowego przedsigbiorstw, dajagc nawet lepsze rezultaty niz klasycz-
ne metody ekonometryczne. Oprocz lepszej wydajnosci modeli zbudowanych na
podstawie sieci neuronowych, podejscie to jest tez bardziej uniwersalne — nie ma
potrzeby budowania modelu od poczatku dla r6znych rynkéw. Majac gotowy mo-
del, wystarczy zastosowac inne zmienne i szybko podda¢ sie¢ ponownemu proce-
sowi trenowania. Posiadajac wiedze na temat dziatania sztucznych sieci neurono-
wych, metod uczenia czy tez architektury, tatwo mozna realizowac ré6zne modele do
rozwigzywania ztozonych problemow czy zagadnien. Ponadto narzedzia stuzce do
budowy sztucznych sieci neuronowych pozwalajg na generowanie w tatwy i przy-
jazny uzytkownikowi sposob roznego rodzaju podsumowan i analiz utatwiajacych
zrozumienie problemu i interpretacje chociazby wynikow koncowych.

Przeprowadzone badanie pokazuje, Ze sztuczna sie¢ neuronowa jest skutecz-
nym narze¢dziem do generowania i prognozowania wartosci TMAI a co za tym
idzie do oceny fundamentalne;j sity spotek, jednakze jak pokazuja ponizsze rozwa-
zania, ,,wynik”, czyli wektor wyjsciowy sieci, zalezy od wielu parametrow, np. od
zastosowanej funkcji aktywacji, liczby neurondw w poszczegodlnych warstwach
czy funkcji treningu sieci. Oczywiscie mozna wykorzysta¢ inne alternatywne na-
rzedzia opisane w literaturze i dotychczas nieaplikowane do generowania TMAIZ.
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The use of taxonomy of network methods in the process
of determining the synthetic instrument development investments

Summary. The paper presents a non-classical concept of determining the synthetic instrument
development as a taxonomic measure of the attractiveness of the investment. The structure of the syn-
thetic measure of development proposed here uses artificial neural networks. The main objective of
this article is to present the possibilities of prediction of synthetic instrument based on artificial neural
network with an indication of the function of network training, network learning, etc. error param-
eters. The structure of classical synthetic instrument development was carried out for 33 joint-stock
companies, by adopting the following measures: current ratio, quick ratio, the rate of the overall level
of debt, debt to equity ratio, inventory turnover, receivables collection period, payables turnover ratio,
profitability ratio of net return on assets (ROA), return on equity (ROE), the P/E, P/BV.

Key words: synthetic indicator, artificial neural networks, portfolio analysis



